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ГИБРИДНАЯ МОДЕЛЬ ПРОГНОЗИРОВАНИЯ НА ОСНОВЕ 
ГЛУБИННЫХ НЕЙРОННЫХ СЕТЕЙ И КОГНИТИВНОГО МОДЕЛИРОВАНИЯ

Введение

Рассматривается задача построения гибридной системы прогнозирования временных рядов на основе глубинных нейронных сетей и когнитивного мо​делирования. Подобный подход позволяет учитывать как количественные, так и качественные характеристики временного ряда. Для полноты картины приводятся особенности нечетких когнитивных карт и их применение в зада​чах прогнозирования временных рядов. Также представлен разработанный генетический алгоритм обучения нечетких когнитивных карт, позволяющий избежать трудоемкой задачи ручной настройки когнитивной карты. Для ре​шения проблемы работы со слабоструктурированными данными, которые зачастую имеют место в задачах прогнозирования временных рядов, предла​гается применение глубинных архитектур нейронных сетей, так как подоб​ные сети способны оперировать с такого типа данными и показывают наибо​лее достоверные результаты.

1. Гибридная система прогнозирования временных рядов
Разработанная система прогнозирования базируется на модулярной архи​тектуре, придающей системе дополнительную устойчивость: даже если один из модулей выходит из строя, остальные модули продолжают выполнять свою работу.

Система имеет три основных модуля, отвечающих за задачу прогнозиро​вания. Глубинная нейронная сеть выполняет прогноз временного ряда на ос​нове численных показателей и дает так называемый количественный прогноз, результаты которого проходят через систему верификации (оценки адекват​ности прогноза); если прогноз соответствует необходимой точности, то он передается на следующий модуль. Параллельно с глубинной сетью работает модуль с нечеткой когнитивной картой, который получает на вход данные о событийном влиянии на временной ряд, строится когнитивная карта, учиты​вающая все факторы влияния на конкретный прогнозируемый показатель. На выходе когнитивная карта дает прогноз с вероятностью его выполнения, т. е. с консонансом фактора, который оценивает, выполнится прогноз или нет. Далее все данные, полученные с этих модулей, поступают на третий модуль, работающий на основе нейро-нечеткой сети, агрегирующий информацию, по​лу​ченную с предыдущих модулей, и выдающий итоговый прогноз. На ри​сунке представлена схема системы прогнозирования.
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Рис. Модулярная гибридная система прогнозирования временных рядов
Остановимся подробнее на прогнозировании посредством нечетких ко​гнитивных карт и их обучении, так как прогнозам на нейро-нечетких сетях посвящено достаточно большое количество исследований [1], а ситуация с когнитивными картами немного иная. 

2. Нечеткие когнитивные карты в прогнозировании
Временным рядом управляют две основные «силы» — время и события, влияющие на изменение с течением времени значений временного ряда. Большинству подобных событий сопутствует неопределенность. Каждому значению временного ряда можно поставить в соответствие нечеткую пере​менную с некой функцией принадлежности. В этой связи наибольший инте​рес для нашего исследования представляют методы, основанные на теории нечетких множеств. Л. Заде в 1965 г. ввел понятие нечеткого множества, бла​годаря которому можно описывать качественные, нечеткие понятия и знания об окружающем мире, а в дальнейшем оперировать ими для получения новой информации [2]. Применение нечетких множеств позволяет формализовать лингвистическую информацию в математических моделях [3]. В основе не​четких множеств лежит суждение, что элементы принадлежат данному мно​жеству в различной степени, а высказывания вида «такой-то элемент принад​лежит данному множеству» бессмысленны [4]. 

Чтобы иметь возможность оперировать событиями, влияющими на вре​менной ряд, — а событий может быть достаточно много, и каждое может быть связано друг с другом, — имеет смысл использовать нечеткие когни​тивные карты. Они позволяют построить причинно-следственные связи меж​ду событиями и качественный прогноз развития события, основываясь на си​ле влияния одного события на другое.

Когнитивная карта — ориентированный граф, в котором вершины — это факторы ситуации, а взвешенные дуги — причинно-следственные отноше​ния, вес которых отражает силу влияния факторов ситуации. Направленным дугам графа приписывается знак «+» или «–», они могут быть положитель​ными или отрицательными. Положительная связь означает, что увеличение значения фактора-причины приводит к увеличению значения фактора-след​ствия, а отрицательная дуга означает, что увеличение значения фактора-при​чины приводит к уменьшению значения фактора-следствия. 

На когнитивных картах решаются задачи нахождения и оценивания влия​ний факторов ситуации, а также получения по вычисленным влияниям про​гнозов развития ситуации. 

В настоящее время для вычисления влияний и прогнозов развития ситуа​ции широко применяются нечеткие когнитивные карты, предложенные Б. Коско [5]. В них сила влияния между факторами задается с помощью лингвистических значений, выбранных из упорядоченного множества воз​можных сил влияний, а значения факторов, их приращения задаются в линг​вистическом виде и выбираются из упорядоченных множеств возможных значений фактора и его возможных приращений — шкал факторов и шкал приращений.

Для построения когнитивной карты, отражающей динамические свойства наблюдаемой ситуации необходимо определить шкалы значений факторов и их приращений.

Для построения шкалы фактора специфицируется и структурируется множество его лингвистических значений. При определении лингвистиче​ских значений используются абсолютные значения фактора, а не его оценки типа «большой», «средний» и «маленький». Например, лингвистическим зна​чением температуры может быть следующие: «так горячо, что едва можно приложить ладонь» или «так холодно, что рука сразу замерзает», а не просто «горячо» или «холодно». При таком определении лингвистических значений факторов ситуации задается объективный эталон его значения — опорная точка, что облегчает работу экспертов при определении силы влияния факто​ров и уменьшает экспертные ошибки.

Задача прогноза сводится к макстриангулярной композиции матрицы ве​сов и вектора начальных приращений признаков.

Этот алгоритм работает для положительно определенных матриц, в то время как в нашем случае элементы матрицы смежности и векторов прира​щений могут принимать отрицательные и положительные значения. 

Используется следующее правило преобразования матрицы смежности 
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 с положительными и отрицательными элементами к положи​тельно определенной двойной матрице 
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Начальный вектор приращений 
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 и вектор прогнозных значений при​знаков 
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 в этом случае должен иметь размерность 
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В векторе 
[image: image19.wmf]1111

'()(,,...,,)

nmnm

Ptpppp

-+-+

=

 значение признака 
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 характеризу​ют два элемента: элемент с индексом 
[image: image21.wmf]2

j

 характеризуют положительное 
[image: image22.wmf]ij

p

+

, а с индексом 
[image: image23.wmf]21

j

-

 — отрицательное 
[image: image24.wmf]ij

p

-

, приращение признака 
[image: image25.wmf]ij

f

.

Тогда двойной вектор приращений 
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 для положительно опреде​ленной матрицы 
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 определяется следующим уравнением:
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где для вычисления элемента вектора 
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Элементы векторов приращений значений признаков, полученные в по​следовательные моменты времени
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, после транспониро​вания представляются в виде блочной матрицы:
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Строки этой матрицы — значения приращения одного признака в после​довательные моменты времени, столбцы — значения приращения всех при​знаков в момент времени, соответствующий выбранному столбцу. Матрица 
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 называется матрицей приращений и используется при работе алгоритмов объяснения прогнозов развития ситуации [7].

3. Обучение НКК на основе генетического алгоритма
Предположим, что имеем набор из 3N строк исторических данных (да​лее — материал обучения) о состоянии концептов в системе. С точки зрения задачи прогнозирования на основе приращений концептов приращения кон​цептов от i-й итерации к (i+1) итерации составят исходный вектор прираще​ний. В этом случае нечеткая когнитивная карта должна показать, что при по​добном исходном векторе приращений значения концептов изменятся таким образом, что результирующие их приращения приведут к значениям на (i + 2) итерации.

Пусть 
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 в момент времени 
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. Исходя из спе​цификации материала обучения, данной выше, будем рассматривать тройки строк 
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Определим 
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 — это ис​ходные вектора приращений, 
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— результирующие вектора приращений. Пусть 
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, полученное в результате прогноза на исходном векторе 
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Задача обучения состоит в минимизации ошибки нечеткой когнитивной карты с учетом введенных в данном параграфе значений x, y, o.

Для решения задачи обучения предлагается использовать генетический алгоритм. В качестве хромосомы выделяется одномерный массив значений, в который разложен двумерный массив весов нечеткой когнитивной карты. Каждое значение в массиве — ген. Определим основные шаги алгоритма.
1. Для всех ненулевых значений весов исходной карты определяется но​вое ненулевое значение веса, задаваемое малым случайным числом (знак не важен). Исходные ненулевые значения весов определяются экспертом (нену​левое значение может быть любым, его единственное предназначение — ука​зание о том, что, по мнению эксперта, между двумя выбранными концептами существует причинно-следственная связь).
2. Пункт 1 повторяется PopulationSize раз. Таким образом, формируется первоначальная популяция случайных решений.
3. Определяется функция приспособленности (fitness function) для каж​дой хромосомы (о виде функции приспособленности — ниже).
4. Определяется пул родителей по методу «рулетки».
5. В пул родителей добавляются «элитные особи». Под «элитными осо​бями» в генетических алгоритмах подразумеваются особи, показавшие наилучшее значение функции приспособленности на нескольких последних поколениях (по одной особи от поколения).
6. Скрещивание хромосом, попавших в пул родителей. Для хромосом A и B, например, оно происходит следующим образом. Случайно определяется граница скрещивания l. Обозначим 
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 часть хромосомы A, состоящую из генов, расположенных начиная с l, и 
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 — часть хромосомы, расположен​ную до l. Тогда результатом скрещивания будут две хромосомы: 
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. Вероятность скрещивания определена заранее. Если скрещивания не происходит, обе родительские хромосомы без изменений переходят в попу​ляцию потомков.
7. Из потомков, полученных на шаге 6, формируется новая популяция, а ее размер в точности совпадает с размером популяции на предыдущем шаге алгоритма.
8. Мутации в популяции потомков: выбирается случайный ген и заменяется на новое случайное значение. Вероятность мутации определена заранее. Если мутации нет, хромосома переходит на следующую итерацию алгоритма неизменной.
9. Определяются следующие параметры поколения: элитная особь, обладающая наилучшим значением степени приспособленности, для сохране​ния ее генофонда; среднее значение приспособленности популяции (имеет значение только для оценки сходимости алгоритма); значение приспособлен​ности элитной особи.
10. Если значение приспособленности элитной особи больше заранее заданного значения максимальной приспособленности, алгоритм останавливается, выбранная хромосома раскладывается в матрицу смежности нечеткой когнитивной карты и обучение считается завершенным. Иначе переход на шаг 3.
Концепция элитных особей введена в алгоритм для ускорения его сходи​мости. Количество элитных особей взято равным 60, в то время как размер популяции равен 100. Таким образом, на каждом шаге после 60-го поколения только 40 хромосом из текущей популяции имеют шансы на скрещивание — остальные заполняют элитный генофонд, доставшийся в наследство от пре​ды​дущих популяций.

Максимальное значение приспособленности — 0,99. Результаты обучения округляются до сотых долей.

Вероятность скрещивания определена как 0,9, а вероятность мутации — 0,5. Столь высокое значение вероятности мутации, обычно нехарактерное для генетических алгоритмов, в данном случае оправданно, так как мутации вно​сят генетическое разнообразие в популяцию, а поскольку используется элит​ный генофонд, нет риска безвозвратно «потерять» полезные гены, доставши​еся от предыдущих поколений.

4. Глубинные нейронные сети в прогнозировании
Глубокое обучение — обучение представлениям (англ. feature/representa​tion learning). Методы глубокого обучения были известны еще в 1980-е гг., но результаты не впечатляли [1], пока продвижения в теории искусственных нейронных сетей (предобучение нейросетей с помощью специального случая ненаправленной графической модели, так называемой ограниченной машины Больцмана) и вычислительные мощности середины 2000-х (прежде всего, графических процессоров Nvidia, а в настоящее время и тензорных процессо​ров Google) не позволили создавать сложные технологические архитектуры нейронных сетей с достаточной производительностью. Они дали возмож​ность решать задачи, не поддававшиеся эффективному решению ранее, например в компьютерном зрении, машинном переводе, распознавании речи, причем качество решения во многих случаях стало сопоставимо, а в некото​рых случаях превосходит эффективность «белковых» экспертов. В отличие от машинного обучения, глубинное обучение требует большего объема обуча​ющей выборки, нежели в случае с машинным обучением. Также, в отличие от машинного обучения, глубинная нейронная сеть может иметь тысячи слоев. Все это помогает глубинным нейронным сетям достигать достаточно высо​кой точности в задачах анализа, классификации и распознавания изображе​ний. Основной недостаток глубинного обучения — огромная ресурсоемкость: обучающая выборка включает миллион изображений и более, а обучение за​нимает несколько дней. Чтобы ускорить этот процесс, применяются GPU-про​цессоры.

На сегодняшний момент существуют библиотеки для глубинных нейрон​ных сетей. Наиболее популярные из них — Tensor Flow и Keras, которые мо​гут использоваться в задачах прогнозирования. В работе ученых из Австра​лии [7] система Keras используется для краткосрочного прогнозирования энергопотребления в частном секторе. Данная задача — весьма сложная, с сильно варьируемыми показателями. Эксперименты подтвердили эффек​тивность прогнозирования глубинными нейросетями. 

Заключение
Была представлена гибридная модель системы прогнозирования, осно​ванная на глубинных нейронных сетях, нечетких когнитивных картах и ней​ро-нечеткой сети ANFIS. Это начало исследований применительно к глубин​ным нейронным сетям в задачах прогноза. Как показывают последние иссле​дования, этот класс нейронных сетей имеет перспективы в задачах прогнози​рования.
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ПОКАЗАТЕЛИ СВОЙСТВ ИНТЕЛЛЕКТУАЛЬНЫХ СИСТЕМ РАСПОЗНАВАНИЯ ОБРАЗОВ ПРОСТРАНСТВЕННО-ВРЕМЕННЫХ ПОЛЕЙ
Введение

По мере расширения круга решаемых задач и их усложнения к системам предъявляются все более жесткие требования по основным показателям их эффективности. Актуальность данной проблемы обусловливается как возрас​тающей информационной сложностью исследуемых явлений и процессов, так и увеличивающейся в ряде случаев интенсивностью обрабатываемых инфор​мационных потоков. 

В работах [1—9] были обозначены направления повышения интеллекту​ального потенциала адаптивных информационно-распознающих систем (АИРС), реализующих методологию структурно-стохастической аппрокси​мации информации пространственно-временных полей и процесса их обра​ботки, определены принципы адаптации параметров обрабатывающих алго​ритмов. Выход АИРС на новый, более высокий уровень сложности переводит их в разряд вычислительных интеллектуальных систем (ВИС) обработки, возможно с распределенной многокомпонентной и многосвязной структурой, что, в свою очередь, требует при разработке таких систем не только учета закономерностей их построения, функционирования, развития и осуществи​мости, но и определения адекватных оценок основных системных парамет​ров, показателей свойств [10—14].

В связи с ростом требований к точности (достоверности) результатов об​работки информации огромное внимание уделяется проблеме создания ги​бридных интеллектуальных систем, т. е. систем, осуществляющих обработку информации на уровне ее «понимания» с широким использованием базы зна​ний (БЗ). 

Цель работы — определение основных показателей свойств вычисли​тельных и гибридных интеллектуальных систем. 
1. Показатели свойств вычислительных интеллектуальных систем

Обработка пространственно-временного поля в АИРС производится на каждом такте 
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, т. е. в каждый момент времени поступления очередной его реализации. По окончании обработки выдается результат в виде некоторого сообщения 
[image: image54.wmf]k

a

={n;
[image: image55.wmf]1

a

,...,
[image: image56.wmf]n

a

}
[image: image57.wmf]k

, где n — число отдельных (парциональных) со​общений. Для всей последовательности реализаций поля может быть постро​ена траектория изменения значений векторов сообщений во времени 
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, представляющая, по существу, образ поля. В качестве образа структурно-подобного подмножества полей будет выступать не отдельная траектория, а некоторая их совокупность — трубка близких, в некотором смысле, траекто​рий 
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. В качестве меры близости текущей 
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 траекторий ис​пользуется вероятностная мера — максимум апостериорной вероятности принадлежности (меры принадлежности) к образу, обеспечивающий мини​мум средних потерь: 
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где 
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 имеет смысл априорной плотности вероятности принадлежности текущего сообщения траектории 
[image: image64.wmf](

)

l

at

, а 
[image: image65.wmf](

)

lkk

Pab

 — функции правдо​подобия. 

Для отыскания пространства образов, обеспечивающего минимум средних потерь, можно использовать рекуррентное соотношение следующего вида:
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Здесь критерием оптимизации параметров образов 
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 служит градиент меры принадлежности 
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 — функция потерь, 
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 — весовая матрица. Данный критерий оптимизации позволяет суще​ственно ускорить процесс адаптации, особенно в случае перекрывающихся трубок траекторий, не меняя по существу режим распознавания, в котором главным критерием остается 
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. Важная новая составляющая процесса адаптации — формирование «следов» текущей траектории — ре​зультатов коррекции параметров существующих образов. Это позволяет пу​тем определения меры принадлежности опорной траектории к «следу» и по​следующего определения градиента меры ее принадлежности к опорному и скорректированному образам принять одно из решений: текущая траектория принадлежит трубке (образу) 
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 — скорректированный опор​ный образ 
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; «след» текущей траектории — прообраз и в дальнейшем слу​жит основой для формирования новой трубки траекторий (нового образа).

Следствие взаимного перекрытия трубок траекторий (образов) — измене​ние уровня (меры) информативности векторов сообщений. Кроме того, в про​цессе динамических наблюдений меры информативности элементарных компонентов поля, а соответственно и описывающих эти компоненты векто​ров сообщений, непрерывно изменяются за счет процесса усиления одних и ослабления других компонентов. В качестве оптимального правила оценки значений мер информативности векторов сообщений, адекватного многоком​понентному характеру реализаций поля и учитывающего существование не​которого закона информативной связи между значениями парциального со​общения 
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 в различные моменты времени, можно использовать оп​ре​де​ление апостериорной плотности вероятности математического ожида​ния переменной идентификации 
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 в k-й момент времени при условии, что известны аналогичные оценки и значения сообщения 
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Вводя марковскую аппроксимацию на последовательное изменение меры информативности сообщения от одного момента времени до другого, полу​чим взаимосвязанную пару рекуррентных соотношений, позволяющую нахо​дить оценки мер информативности как в данный момент времени, так и в следующий:
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Соотношения (4) и (5) обеспечивают возможность построения стохасти​ческих образов мер информативности каждого из элементарных компонентов и соответствующих им векторов сообщений. Определение функции правдо​подобия 
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 осуществлялось исходя из того, что ее вид должен соот​ветствовать наихудшему виду функции распределения для каждого из сооб​щений (диагностических параметров), т. е. виду, приводящему к образованию зон взаимного перекрытия между трубками, к размытию границ между ними. Аппроксимация потока векторов сообщений марковским процессом опреде​ляет вид стохастического образа динамики этого потока. Наличие данного образа полностью раскрывает механизм селекции сообщений, что обеспечи​вает устойчивость режимов обработки информации. 

Исследование скорости сходимости (скорости адаптации) при различной степени взаимного перекрытия трубок траекторий (1 — 0 %, 2 — 2—3 %, 3 — 4—7 %, 4 — 8—10 %) показало, что ухудшение сходимости до некоторых пределов почти пропорционально увеличению степени перекрытия, после чего сходимость просто не достигается (кривая 4 на рис. 1).
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Рис. 1. Зависимости скорости сходимости от степени перекрытия

Наличие в составе трубок неверно отнесенных к ним траекторий (по​грешности адаптации) снижает скорость сходимости. Вероятность ошибки распознавания (рис. 2) с учетом погрешностей адаптации определяется сле​дующим соотношением:
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где 
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 — вероятность ошибки при отсутствии погрешности адаптации; 
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 — вероятность отсутствия погрешностей адаптации. 
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Рис. 2. Зависимость достоверности распознавания от погрешности адаптации

Эксперименты по использованию АИРС для решения задач ранней диа​гностики опухолевых заболеваний молочной железы при проведении массо​вых профилактических обследований показали, что в результате адаптации обучающая выборка пространственно-временных тепловых полей оказалась разделенной на три существенные с точки зрения конечного результата труб​ки траекторий (рис. 3) мер принадлежности: трубка 1 соответствует классу нормы, 2 — мастопатии, 3 — подозрению на сложную патологию. 
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Рис. 3. Трубки траекторий мер принадлежности

Вместе с тем ВИС не обеспечивает возможности дифференциальной диа​гностики сложных заболеваний, т. е. распознавания образов, входящих в со​став трубки траекторий 3. 

Данная задача может быть решена путем использования накопленной (постоянно пополняемой) базы знаний, устанавливающей взаимообусловлен​ные корреляционные связи между формами проявления сложных патологий и структурой пространственно-временного поля. Для этого необходима ги​бридная интеллектуальная система, объединяющая принципы построения ВИС с методами представления и обработки знаний.
2. Показатели свойств гибридных интеллектуальных систем

Носители знаний в предлагаемой ГИС — так называемые активные эле​менты (АЭ), между которыми в процессе адаптации (обучения или самообу​чения) могут устанавливаться стохастические связи (каждого с каждым), обеспечивающие их информационное взаимодействие и тем самым решение конкретной задачи. В состав АЭ входят основная база знаний и ряд подси​стем, предназначенных для извлечения знаний, обработки внешней и внут​ренней информации, формирования цели, обучения и самообучения, кон​троля и диагностики, диалогового общения.

В ходе функционирования всех АЭ, входящих в состав ГИС, происходит постоянное взаимное информирование, представляющее собой семантиче​скую операцию, содержащую множество взаимосвязанных процедур: генери​рование, передача, прием, хранение, восприятие, понимание, принятие реше​ния. Принятие решения — акт выбора одной из заданного количества альтер​натив по установленному критерию — сводится к формально-логическим операциям и реализуется программным способом или специальным логиче​ским блоком.

Модель динамики функционирования ГИС установлена в [15—17]. Со​гласно данной модели, гибридная интеллектуальная система может иметь два фазовых портрета (рис. 4), характеризующих устойчивое (кривая 1) и не​устойчивое (кривая 2) функционирование системы.
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Рис. 4. Фазовый портрет функционирования

В случае устойчивого функционирования при 
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 система, согласно имитационной динамической модели [18], характеризуется полной опреде​ленностью, т. е. однозначно определены функции каждого АЭ и связи между ними, что в целом характерно для традиционных технических систем. При возникновении приращения информационного потока, в частности его се​мантического содержания, за счет реакции АЭ возникает приращение энтро​пии 
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и система переходит в режим адаптации. Как показывает диаграм​ма устойчивого функционирования, происходит «движение» от точки H0 к H1; при этом на отрезке H0H01 действует механизм положительной обратной связи. 

В случае неустойчивого функционирования, характеризуемого фазовым портретом (кривая 2, рис. 4), при Н0 нарастание информационного потока сопровождается действием механизма отрицательной обратной связи, что приводит к возврату в исходную точку Н0 («отказ» от решения новой задачи). При нахождении системы в точке Н2 также действует механизм отрицатель​ной обратной связи («отказ» от решения каких-либо задач).
Заключение
Определены следующие показатели свойств интеллектуальных систем: достоверность получаемых результатов; скорость адаптации систем; устой​чивость. Разработана методология оценки показателей устойчивого функци​онирования гибридных интеллектуальных систем.
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